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▼ Введение

В настоящее время методы машинного обу-
чения (МО) с успехом применяются для реше-
ния широкого круга задач в самых различных 
областях деятельности, таких как медицина, 
экономика, лингвистика, интернет, мультиме-
диа, автоматизация управления техническими 
системами и т. д.

Одним из перспективных направлений при-
менения таких методов является диагностика 
сложных технических объектов. Интенсив-
ное развитие систем непрерывного монито-
ринга оборудования в различных областях 
техники привело к появлению значитель-
ных объемов измерительной информации, 

характеризующей текущее техническое состо-
яние как оборудования в целом, так и основных 
его узлов. При этом использовать для обработки 
этой информации известные методы тестовой 
диагностики, основанные на применении ана-
литических эталонных диагностических моде-
лей соответствующих видов оборудования, как 
правило, не удается.

Основные сложности связаны, во-первых, 
с ограничениями размерности и информатив-
ности вектора контролируемых параметров в 
системах бортовой диагностики крупносерий-
ных технических объектов, к которым отно-
сится железнодорожный тяговый подвижной 
состав, и, во-вторых, отсутствием возможности 
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реализации специальных тестовых режимов 
работы объекта диагностирования (ОД) в про-
цессе его эксплуатации.

Применение моделей машинного обучения 
в качестве эталонных диагностических моде-
лей позволяет преодолеть эти сложности за счет 
большого количества изменяемых структурных 
параметров модели, значения которых опреде-
ляются в результате ее обучения на реальных 
данных, полученных в результате мониторинга 
ОД в различных режимах его эксплуатации и 
различных технических состояниях.

Однако высокие абсолютные показатели 
надежности сложных ОД, к которым отно-
сится практически любая железнодорожная 
техника1, как правило, не позволяют сфор-
мировать обучающую выборку достаточного 
объема для всех классов их состояния. Задача 
дополнительно осложняется наличием техно-
логического разброса характеристик оборудо-
вания, который во многих случаях исключает 
возможность использования модели, обу-
ченной на данных оборудования одного ОД, 
для диагностирования оборудования другого 
однотипного ОД.

Одним из способов решения проблемы 
недостаточного объема обучающих данных в 
задачах МО является модификация обучаю-
щей выборки с использованием технологии 
аугментации данных (data augmentation) [1].

Под аугментацией данных понимают сово-
купность методов увеличения объема и каче-
ства обучающей выборки с целью повышения 
обобщающей способности модели МО [2].

Цели работы состоят в следующем:
– анализ известных подходов к форми-

рованию обучающих выборок моделей МО c 
использованием методов аугментации данных;

– выбор метода аугментации данных для 
решения задач технической диагностики 
сложного оборудования;

– апробация выбранного метода на примере 
задачи диагностирования газовоздушного 
тракта дизеля с использованием интеллекту-
ального классификатора.

1   ГОСТ 31187—2011. Тепловозы магистральные Общие техниче-
ские требования. — М.: Стандартинформ, 2012. — 18 с.

1. Постановка задачи 

Процесс функционирования ОД представ-
ляет собой отображение вида: 

( )
( )

( ): →
R t

H X t Y t ,

где { }1 2, , ,= … mX x x x  — вектор входных параме-
тров ОД, независимых от его технического 
состояния;

{ }1 2, , ,= … lY y y y  — вектор зависимых 
выходных параметров, характеризующих 
качество функционирования ОД в соответ-
ствии с его назначением;

{ }1 2, , ,= … nR r r r  — вектор структурных пара-
метров ОД, характеризующих его техниче-
ское состояние;

m, l, n — размерность векторов.
Измерительная информация, регистрируемая 

системой бортовой диагностики ОД в опреде-
ленном его техническом состоянии, может быть 
представлена векторами ( ) { }1 2, , ,= …x x x xrZ t z z z   
и ( ) { }1 2, , ,= …y y y ypZ t z z z  измеренных значений 
входных и выходных параметров с размерно-
стью соответственно r и p, при этом, как пра-
вило, �r m  и �p l .

В процессе эксплуатации ОД средства бор-
товой диагностики с определенной перио-
дичностью ∆t во всех режимах регистрируют 
значения компонент векторов ( )x iZ t  и ( )y iZ t ,  
где i = 1, 2, …, k — номер отсчета.

В результате по истечении времени T обра-
зуется совокупность

( ) ( ) ( ) ( )( ) ( ) ( )( ){ }1 1 2 2( , ), , , , , …x y x y x k y kZ t Z t Z t Z t Z t Z t� � �  

из k пар векторов измеренных значений 
входных и выходных параметров. После 
нормализации значений компонент векто-
ров и приведения их к интервалу [0, 1] эта 
совокупность может рассматриваться как  
(r + p)-мерное распределение точек в обла-
сти пространства нормированных контро-
лируемых параметров ОД (рис. 1). Закон 
распределения ( )1 2 1 2, , , , , , ,… …x x xr y y ypP z z z z z z  
определяется как физическими принципами 
функционирования ОД, так и его текущим 
техническим состоянием.
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Ассоциируя техническое состояние ОД с 
отказами отдельных его узлов и деталей, можно 
описать его алфавитом классов { }0 1, , , = … bC c c c ,  
где 0 1, , , … bc c c  — категориальные переменные, 
соответствующие различным видам отказов 
ОД или их сочетаниям (класс 0c  соответствует 
его работоспособному состоянию). Алфавит 
C  и перечень контролируемых параметров ОД 
(векторы , x yZ Z ) должны формироваться таким 
образом, чтобы каждому классу jc  алфавита C 
соответствовало уникальное распределение 

( )1 2 1 2, , , , , , ,… …
jc x x xr y y ypP z z z z z z  точек отсчетов 

в пространстве нормированных контролиру-
емых параметров ОД. В противном случае, т.е. 
при наличии отказов с идентичными распреде-
лениями отсчетов, они будут неразличимы на 
данном наборе контролируемых параметров.

Процесс диагностирования в общем случае 
представляет собой отображение вида:

{ }: , 
θ

→x yDiagn Z Z C ,  (1)

называемое классификатором технического 
состояния ОД. 

При использовании интеллектуальных 
классификаторов на базе алгоритмов машин-
ного обучения определение компонент вектора 
θ  настраиваемых параметров модели класси-
фикатора осуществляется в ходе ее обучения. 
В процессе обучения на вход модели после-
довательно подаются векторы (Zx (ti), Zy (ti)),  
i = 1, 2, …, k параметров ОД, соответствующие 
различным классам его состояния из алфавита С, 
определяются отклики классификатора С*, в зави-
симости от величины разности *−C C  коррек-
тируются значения компонент вектора θ.

Для обеспечения достаточной точности 
классификации обученной моделью объем 
обучающей выборки должен составлять, по 
разным оценкам, от нескольких десятков до 
нескольких сотен векторов (точек поверхности 

( , )x yf Z Z  на каждый класс состояния ОД из 
алфавита C  (рис. 1).

Однако сложные технические объекты, к 
которым относятся практически все наземные 

Рис. 1. Распределение векторов состояния ОД в пространстве контролируемых параметров  
для различных классов …1 2, , bc c c  технического состояния:  

1 — плотность вероятности текущего состояния ОД; 2 — измеренные векторы состояния;  
3 — векторы состояния, рассчитанные аналитической моделью ОД
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транспортные объекты и в том числе подвиж-
ной состав железных дорог, характеризуются 
высокими абсолютными показателями надеж-
ности. Так, согласно ГОСТ 31187—2011, пара-
метр потока отказов для магистральных гру-
зовых тепловозов не должен превышать 11∙10–6 

км, т. е. допускается не более 11 отказов локо-
мотива за 4–5 лет нормальной эксплуатации. 
Соответственно, для отдельных видов обору-
дования тепловоза этот показатель не превы-
шает 0,01–0,05∙10–6 км. Учитывая традиционно 
низкую контролепригодность как локомотива 
в целом, так и отдельных видов его оборудова-
ния, такие показатели надежности практиче-
ски исключают возможность формирования 
выборки достаточного объема по результатам 
эксплуатации. Стационарные средства тесто-
вого диагностирования некоторых видов обо-
рудования локомотива (подшипниковые узлы 
колесно-моторных блоков, изоляция тяговых 
электродвигателей, рабочий процесс в цилин-
драх дизеля) позволяют получить ограничен-
ное количество входных векторов для отдель-
ных классов состояния оборудования (точки 2 
на рис. 1). Однако их, как правило, недоста-
точно для качественного обучения диагности-
ческой модели вида (1).

Одним из способов решения проблемы 
входных данных является использование для 
расчета обучающих выборок аналитических 
моделей ОД [1, 2]. Результатом такого расчета 
является (r + p)-мерная кривая (3 на рис. 1), 
характеризующая функционирование ОД.

Совокупность точек кривых 3 всех классов 
алфавита C  может использоваться для обучения 
модели (1). При этом необходимый объем обуча-
ющей выборки обеспечивается либо расчетом 
нужного количества точек, либо, в случае высо-
кой трудоемкости расчета, их интерполяцией.

Очевидно, данный подход к формированию 
обучающей выборки возможен только в тех слу-
чаях, когда существует аналитическая модель 
процесса функционирования ОД, точность 
которой достаточна для получения достовер-
ных количественных оценок значений yZ  его 
контролируемых выходных параметров.

Кроме того, в этом случае обученная модель 
машинного обучения будет представлять собой 
одну из реализаций аналитической модели со 

всеми присущими ей недостатками, основ-
ными из которых являются:

–  ограниченный перечень входных пара-
метров ОД, учитываемых моделью (как 
правило, совпадающий с  1 , … �x rZ r m ), и 
отсутствие, в связи с этой ограниченно-
стью, случайной составляющей в резуль-
татах расчета выходных параметров  1…y pZ ,  
присутствующей в реальном ОД и обу-
словленной действием неучтенных фак-
торов;

–  ограниченная область режимов функци-
онирования ОД (как правило, близкая 
к номинальному режиму), для которых 
подтверждается адекватность модели.

Следствием этих недостатков будет недоста-
точная обобщающая способность обученных 
таким образом моделей, т. е. их способность 
правильно функционировать за пределами 
обучающей выборки [3].

Таким образом, актуальной задачей явля-
ется повышение качества обучения эталонных 
диагностических моделей сложных техниче-
ских объектов при ограниченных объемах обу-
чающей выборки.

Одним из эффективных способов решения 
проблемы ограниченных объемов обучающих 
данных в задачах МО является их аугментация, 
т. е. изменение объема и качества выборки с 
использованием специальных методов [4]. 

2. Методы аугментации обучающих 
данных в задачах машинного обучения

Все методы, применяемые в задачах МО 
для повышения качества обучающих данных, 
могут быть разделены на две группы (рис. 2) [4]:

–  методы, модифицирующие исходную 
выборку без ее расширения;

–  методы, генерирующие дополнительные 
(«синтетические») векторы данных, кото-
рые включаются в исходную выборку, 
увеличивая ее объем.

Первая группа методов применяется пре-
имущественно в задачах цифрового анализа 
изображений с использованием сверточ-
ных (convolutional) нейронных сетей (CNN). 
Поскольку именно такие задачи составляют 
основную часть задач МО, методы этой группы 
получили наибольшее распространение.
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Простейшим способом модификации изо-
бражения является его геометрическая транс-
формация, подразумевающая поворот ( flip) 
изображения относительно горизонтальной, 
вертикальной оси и оси, перпендикулярной 
плоскости изображения, а также их комби-
нация [5], с сохранением метки класса. Такой 
способ модификации данных достаточно 
эффективен в задачах поиска и выделения 
изображений определенного вида (например, 
машинное чтение текста).

Остальные методы используются при реше-
нии более сложных задач, как, например, про-
верка соответствия предъявленного изобра-
жения его единственному образцу, который и 
используется для формирования обучающей 
выборки.

Изменение контрастности изображений осу-
ществляется изменением параметров фильтра 
одного или нескольких сверточных слоев сети 
[6]. Удаление фрагментов исходного изображе-
ния осуществляется маскированием матриц 
пикселей изображения (входного вектора сети 
CNN) случайно размещаемой маской определен-
ного (как вариант, случайного) размера с эле-
ментами, равными 0 (черный цвет), 255 (белый 
цвет) или случайным значениям [7]. Измене-
ние цвета предполагает случайную коррек-
цию всех элементов RGB матриц изображения, 

имитирующую ее искажение в процессе копи-
рования [8].

Общей особенностью всех описанных мето-
дов аугментации данных, применяемых в зада-
чах цифрового анализа изображений, является 
как случайный характер разброса параметров 
образцов исходной выборки (отличий в изо-
бражениях, используемых для обучения моде-
лей), так и случайный по отношению к пара-
метрам образцов характер их модификации в 
процессе аугментации. В реальных задачах, 
связанных с анализом изображений, разброс 
параметров исходных данных (изображений) 
также случаен, поэтому описанные подходы 
к формированию обучающих выборок позво-
ляют повысить точность и обобщающую спо-
собность применяемых моделей.

Однако, несмотря на случайный харак-
тер изменения значений диагностических 
параметров ( , x yZ Z ) сложного технического 
объекта (ОД) в процессе его эксплуатации 
(кривые 1 на рис. 1), вид и показатели их мно-
гомерного распределения ( ), x yP Z Z  (матема-
тическое ожидание и дисперсия) отнюдь не 
случайны. Они определяются конструкцией 
ОД и физическими принципами его функ-
ционирования, режимами эксплуатации или 
тестирования, классом технического состоя-
ния { }0 1 2, , , , = … bC c c c c  и часто используются в 

Рис. 2. Классификация методов аугментации данных в задачах МО
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качестве диагностических признаков текущего 
состояния ОД.

Очевидно, цель аугментации данных в зада-
чах технической диагностики (повышение 
качества обучения эталонных диагностиче-
ских моделей) может быть достигнута только 
в том случае, если показатели распределения 
сгенерированных «синтетических» данных 

( ), g x yP Z Z  будут равны показателям распреде-
ления исходной измеренной выборки ( ), x yP Z Z ,  
которые неизвестны и не могут быть опреде-
лены аналитически вследствие недостаточного 
объема выборки при ее, как правило, относи-
тельно большой размерности.

Не менее очевидным представляется тот 
факт, что такое равенство не может быть достиг-
нуто случайными изменениями значений пара-
метров ( , )x yZ Z  исходной выборки, в связи с чем 
описанные выше методы неприменимы в боль-
шинстве задач технической диагностики.

Вторая группа методов аугментации увели-
чивает объем обучающей выборки за счет гене-
рирования новых векторов исходных данных. 
Генерация может осуществляться случайными 
изменениями векторов исходной выборки с 
последующим включением новых векторов в 
ее состав. 

Этот прием применяется при состязательном 
обучении (adversarial training) сетей [9] (рис. 3), 
которое используется в целях повышения 
устойчивости нейросетевых моделей к так 
называемым состязательным атакам (adversar-
ial attack) [10, 11]. 

Суть таких атак сводится к умышленной 
подаче на вход модели векторов данных из 

периферийных областей пространства при-
знаков, находящихся за пределами распреде-
ления обучающей выборки. Формируются эти 
векторы изменениями (как правило, незна-
чительными) значений отдельных признаков 
в реальных корректных данных. Результатом 
таких изменений являются большие ошибки 
отклика моделей, которые в ряде случаев могут 
приводить к значительным финансовым и 
иным потерям.

Для повышения устойчивости модели к 
состязательным атакам обучающая выборка 
дополняется векторами данных, полученными 
изменением отдельных признаков или их 
групп. В процессе обучения модели на ее вход 
подаются как реальные данные, так и трениро-
вочные данные (Adversarial Data), полученные 
коррекцией реальных данных. Веса нейронов 
модели изменяются в направлении уменьше-
ния вероятности ошибки классификации дан-
ных (отнесения измененного входного вектора 
к реальной выборке).

Несмотря на то, что подход к формированию 
обучающей выборки при состязательном обу-
чении отличается от описанных выше методов, 
в нем по-прежнему сохраняется случайный 
(по отношению к реальной выборке) характер 
изменения входных данных.

Совершенно иначе решается задача увели-
чения объема обучающей выборки генератив-
ными моделями на основе автоэнкодеров (AE) 
и генеративно-состязательных нейронных 
сетей (GAN).

Автоэнкодер представляет собой нейрон-
ную сеть прямого распространения (рис. 4) [12],  

Рис. 3. Схема состязательного (adversarial) обучения модели
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которая восстанавливает входной сигнал на 
выходе. У нее имеется по меньшей мере один 
скрытый слой, выходы которого определяют 
точку скрытого (Latent) пространства Н, фор-
мируемого в процессе обучения сети. 

Таким образом, входной вектор Х размер-
ности N, предъявляемый обученной сети, ото-
бражается (Encode) в скрытое пространство Н 
размерности M, (M < N), из которого затем вос-
станавливается (Decode) выходной вектор X̂  c 
некоторой ошибкой, обусловленной понижен-
ной размерностью пространства Н.

Для генерации новых данных на вход обу-
ченного декодера подается случайный век-
тор размерности М, который преобразуется 
в вектор X̂  размерности N. Поскольку пара-
метры распределения отображения обуча-
ющей выборки в скрытом пространстве H 
неизвестны, распределение сгенерированных 
данных может не совпадать с распределением 
данных в обучающей выборке, поэтому AE в 
задачах аугментации данных практически не 
применяются.

Этот недостаток устраняется в вариацион-
ных автоэнкодерах (VAE) [12] (рис. 5), которые 
являются развитием простых AE. Вариацион-
ные автоэнкодеры формируют скрытое про-
странство в виде нормального распределения 

вероятности, показатели которого (математи-
ческое ожидание и дисперсия) определяются 
в результате обучения сети энкодера. Другая 
сеть (декодер) преобразует случайные векторы 
(сэмплы) из этого распределения в выходные 
векторы X̂ . Энкодер и декодер обучаются в 
едином цикле, после окончания обучения 
декодер представляет собой полноценную 
генеративную модель, показатели распределе-
ния выходных данных которой близки к ана-
логичным показателям исходной выборки.

Генеративно-состязательные сети (GAN) были 
предложены в 2014 году [13] и в настоящее время 
активно исследуются на предмет применения их 
в приложениях различного назначения.

GAN состоят из двух нейронных сетей (рис. 6). 
Первая из них (генератор) формирует слу-

чайные векторы Z  из заданного распределения 
( )P Z  (как правило, нормального, вида ( )0,1N ) 

и генерирует из них объекты ( )=pX G Z , кото-
рые идут на вход второй сети (дискриминатор 
или критик). Вместе с ними на вход дискрими-
натора подаются объекты sX  из имеющейся 
выборки. Выходом дискриминатора является 
вероятность ( ) D X принадлежности входного 
объекта реальной выборке.

Генератор и дискриминатор обучаются 
отдельно, но в рамках одной сети (рис. 6). 

Рис. 4. Схема автоэнкодера (AE)
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Вначале делаются k шагов обучения дискра-
тора, на каждом из которых веса его нейронов 
θd  корректируются в сторону уменьшения 
кросс-энтропии:

( )( ) ( )( )( )( )2 2log log 1 ,
dd d sD X D G zθθ = θ − ∇ ⋅ + −  

 (2)

где ( )sD X  — вероятность правильной класси-
фикации предъявленного реального объекта 

sX ;
( )( )D G z  — вероятность ошибочной клас-

сификации сгенерированного объекта (т. е. 
вероятность того, что он будет принят дис-
криминатором за реальный объект).

Рис. 5. Схема вариационного автоэнкодера (VAE)

Рис. 6. Схема генеративно-состязательной сети (GAN)
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Затем выполняется шаг обучения генера-
тора, при этом его веса θg  корректируются в 
сторону увеличения ( )( )( )2log ,D G z � что экви-
валентно уменьшению ( )( )( )2log 1− D G z :

( )( )( )2log 1θθ = θ + ∇ ⋅ −
gg g D G z .  (3)

По мере обучения дискриминатора и гене-
ратора вероятность отнесения дискриминато-
ром искусственных (artificial) векторов данных, 
сгенерированных генератором, к реальным 
объектам, увеличивается от нуля до предель-
ного значения 0,5, соответствующего равен-
ству распределений ( )P x  реальных и ( )gP x  сге-
нерированных данных (рис. 7) [13]. При этом, 
как следует из рисунка, распределение сгене-
рированных данных стремится к распределе-
нию исходной выборки, что особенно важно 
для задач, в которых показатели распределе-
ния характеризуют особенности исследуемых 
явлений или процессов.

После завершения обучения генератор 
может использоваться для генерации искус-
ственных данных с распределением, соот-
ветствующим исходной выборке, из векторов 
с нормально распределенными значениями 
компонентов, подаваемых на его вход.

Как отмечено выше, автоматическое совме-
щение распределения исходной и сгенериро-
ванной выборки характерно и для вариацион-
ных автоэнкодеров, однако, как показывают 
результаты решения одних и тех же задач с при-
менением VAE и GAN, последние обеспечивают 
существенно более высокое качество обучения 

моделей с использованием сгенерированных 
данных, особенно в задачах с небольшой раз-
мерностью пространства входных признаков, 
к которым в большинстве своем и относятся 
задачи технической диагностики.

Парадигма генеративно-состязательных се - 
тей продолжает активно развиваться, допол-
няясь все новыми вариантами конфигурации 
сетей. Большой интерес для задач классифи-
кации состояний ОД представляют условные 
(conditional) GAN (CGAN) [14].

В этих сетях размерность пространства вход-
ных признаков m увеличивается до (m + n), где 
n — количество классов (меток) данных в исход-
ной выборке. В дополнительном пространстве 
для каждого из объектов входной выборки раз-
мещается категорированная переменная, соот-
ветствующая метке его класса.

Сеть (дискриминатор и генератор) обуча-
ется на расширенном пространстве признаков 
размерности (m + n), при этом каждый входной 
вектор размерности m, подаваемый на вход как 
дискриминатора (реальный), так и генератора 
(случайный), дополняется посредством опе-
рации конкатенации категорированной пере-
менной размерности n, соответствующей метке 
класса реального объекта.

После завершения обучения на вход гене-
ратора подаются расширенные векторы, обра-
зованные конкатенацией случайного вектора 
размерности m и категорированной перемен-
ной метки класса, для которого требуется сге-
нерировать очередной искусственный вектор 
данных.

                          а                                                        b                                                     c                                                             d

Рис. 7. Процесс обучения генеративно-состязательной сети 
 — вероятность отнесения дискриминатором входного объекта к множеству реальных объектов;  

 — распределение реальных данных;   — распределение сгенерированных данных;  
a, b, c, d — стадии обучения
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Как следует из рис. 7, качество функцио-
нирования сети GAN оценивается отличием 
распределений реальной обучающей выборки 

( )P x  и выборки сгенерированных данных ( ).gP x  
Результат этой оценки зависит от выбранной 
меры подобия распределений. В базовой версии 
GAN в качестве такой меры используется дивер-
генция Дженсена — Шеннона [15].

Эффективность и устойчивость процесса обу-
чения сети GAN (CGAN) существенно повыша-
ется при использовании для этой цели метрики 
Вассерштейна (Wassershtein) [16] (CWGAN) в соче-
тании с параметрическим (посредством штраф-
ной функции — Gradient Penalty) ограничением 
величины градиента критика (CWGAN-GP).

Таким образом, использование различных 
конфигураций генеративно-состязательных 
сетей является перспективным направлением 
повышения эффективности обработки диа-
гностической информации в интеллектуаль-
ных системах технической диагностики.

3. Использование сети типа CWGAN-GP 
для аугментации обучающей 

выборки в задаче диагностирования 
газовоздушного тракта тепловозного 

дизеля

При решении задачи диагностирования 
газовоздушного тракта дизеля (ГВТ) [17] сфор-
мирован алфавит классов состояний, вклю-
чающий восемь классов (включая исправ-
ное), для которых с помощью аналитических 
моделей рабочего процесса дизеля рассчи-
тана обучающая выборка входных признаков 
общим объемом 102 четырехмерных вектора, 
фрагмент которой после нормализации пред-
ставлен в таблице. Таким образом, на каждый 
класс состояния приходится в среднем не более 
13 векторов обучающей выборки, при том что, 
как отмечено выше, для качественного обу-
чения модели машинного обучения на каж-
дый класс состояния требуется от нескольких 
десятков до нескольких сотен векторов вход-
ных признаков. 

Расширение выборки аналитическим рас-
четом дополнительных точек не имеет смысла, 
поскольку такие точки не несут дополни-
тельной информации о внутренних параме-
трах объекта ввиду отсутствия случайной 

Фрагмент нормализованной обучающей 

выборки для модели ГВТ дизеля

вG πк  тT ткn Class Количество 
векторов

0,8951 0,8571 0,3429 0,9769 0

5

0,8114 0,7600 0,2709 0,9260 0

0,7250 0,6857 0,1965 0,8302 0

0,6059 0,6071 0,1009 0,6730 0

0,5056 0,5457 0,0179 0,5356 0

0,3318 0,3000 0,1062 0,0599 1

10

0,2937 0,3000 0,1500 0,0573 1

0,6212 0,6786 0,4218 0,8078 1

0,4178 0,3500 0,4206 0,1470 1

0,1585 0,2429 0,3044 0,0051 2

12

0,0538 0,2143 0,5124 0,0000 2

0,3896 0,6014 0,6915 0,6299 2

0,3356 0,3243 0,5147 0,0952 2

0,7499 0,7729 0,3353 0,9331 3

0,6922 0,6886 0,2353 0,8315 3

0,5739 0,6186 0,1265 0,6906 3

0,5500 0,6357 0,1500 0,7218 3

0,6872 0,8129 0,3941 0,9562 4

10

0,6357 0,7114 0,2853 0,8606 4

0,5098 0,6371 0,1794 0,7198 4

0,4665 0,6443 0,2176 0,7283 4

0,7703 0,7214 0,2412 0,8838 5

35

0,6310 0,6243 0,1206 0,7100 5

0,5244 0,5643 0,0059 0,5743 5

0,5253 0,5657 0,0088 0,5772 5

Примечания: вG   — расход воздуха, кp  — степень 

повышения давления в компрессоре, 
тT  — темпе-

ратура газа перед турбиной, ткn  — частота враще-

ния ротора турбокомпрессора.
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составляющей их координат в пространстве 
признаков, обусловленной влиянием неучтен-
ных в модели внешних и внутренних влияю-
щих факторов.

Учитывая наличие в обучающей выборке 
групп векторов, соответствующих различным 
классам состояния ГВТ, для генерации новых 
данных целесообразно использовать условную 
генеративную сеть.

Для решения задачи была построена сеть 
типа CWGAN-GP со следующей структурой [18]:

–  генератор (4 + 8) – 380 – 520 – 400 – 370 – 
340 – 240 – 4 с функцией активации ней-
ронов скрытых слоев ‘selu’, выходного 
слоя — ‘sigmoid’;

–  критик (4 + 8) – 333 – 366 – 455 – 333 – 
233 – 133 – 1 с функцией активации нейро-
нов скрытых слоев ‘selu’, выходного слоя — 
‘sigmoid’. 

Одной из серьезных проблем, решаемых в 
задачах генерации данных, является проблема 
оценки результатов работы модели и непосред-
ственно связанная с ней проблема определе-
ния продолжительности обучения. 

В дискриминативных моделях эти проблемы 
сводятся к оценке точности отнесения вектора 
входных данных к определенной области про-
странства признаков, заданной перечислением 
входящих в нее векторов обучающей выборки 
(задачи классификации) или аналитическим 
описанием (задачи восстановления регрессии), 
с помощью известных наборов метрик.

Результатом работы генеративных моделей 
являются не отдельные «синтетические» векторы 
данных, а их распределение, которое должно 
соответствовать распределению векторов обуча-
ющей выборки (рис. 7). Соответственно, оценка 
качества обучения генеративной модели должна 
сводиться к количественной оценке различия 
распределений обучающей и сгенерированной 
моделью выборок данных.

Для оценки сходства распределений вероят-
ностей двух переменных (двух выборок) могут 
использоваться дивергенции и метрики (Куль-
бака — Лейблера, Дженсена — Шеннона, Брег-
мана, Вассерштейна и др.), параметрические и 
непараметрические критерии однородности [19].  
Недостатком методов первой группы явля-
ется отсутствие универсальных пороговых 

зна чений, определяющих степень различия 
распределений. 

Для многомерных распределений в наиболь-
шей степени разработаны параметрические кри-
терии однородности нормально распределенных 
выборок, а также тесты для проверки нормаль-
ности распределения. Известные многомер-
ные непараметрические критерии, во-первых, 
весьма сложны, а во-вторых, требуют наличия 
выборки достаточного объема. 

В связи с этим представляется целесообраз-
ным исследовать возможность использования 
для оценки однородности исходной обуча-
ющей и сгенерированной выборок методов 
пространственного анализа данных [20]. Эта 
возможность основана на предположении о 
компактном расположении векторов обуча-
ющей выборки в ограниченной области про-
странства признаков. Поскольку объем обуча-
ющей выборки всегда конечен, границы этой 
области всегда определены с точностью, зави-
сящей от количества векторов в выборке.

Ближайшим соседом (nearest neighbor) точки 
x  является такая точка ( )N x , для которой 
выполняется условие:

( ) ,, , ,≤ ∀ ∈ −x jx N xd d j X x   (4)

где d  — расстояние между точками выборки в 
пространстве признаков.

Величина ( ), x N xd  называется расстоянием 
до ближайшего соседа (nearest neighbor distance) 
(NND) точки x. Множество таких расстояний, 
соответствующее всем точкам выборки X , 
характеризует компактность ее расположения 
в пространстве признаков.

Пусть XW  является некоторой обобщен-
ной количественной мерой расстояния NND 
выборки X  в пространстве признаков, кото-
рая возрастает по мере увеличения плотности 
выборки (уменьшения NND).

Пусть XYV  является некоторой обобщен-
ной количественной мерой расстояния между 
векторами двух различных выборок X  и Y  в 
пространстве признаков, которая возрастает 
по мере уменьшения расстояния между векто-
рами выборок. 

Пусть SX  и GX  — исходная (обучающая) и 
сгенерированная выборки соответственно.
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Тогда условие однородности выборок SX  и 

GX  может быть записано в виде:

≥S G SX X XV W ,  (5)

т. е. расстояние между векторами сгенериро-
ванной и исходной выборки в пространстве 
признаков не должно превосходить NND рас-
стояния векторов исходной выборки.

В качестве обобщенных мер XW  и XYV  могут 
бы применены G- и F-функции Рипли (Ripley), 
используемые в задачах пространственного 
кластерного анализа точечных процессов [20].

G-функция определяется следующим образом.
Для данного расстояния d значение функ-

ции ( )G d  представляет собой долю векторов  
выборки, для которых NND расстояние di 
меньше или равно d:

( )
1

1 ( )
=

= ⋅ ≤∑
N

i
i

G d I d d
N

,  (6)

где N — количество векторов в выборке;
I — индикаторная функция, равная 1, если 
операнд истинен, 0 в противном случае.

Зависимость ( )=G f d  представляет собой 
монотонно возрастающую функцию распреде-
ления NND расстояния в выборке, характери-
зующую компактность расположения ее точек 
в пространстве признаков.

В отличие от G-функции, определяемой 
для расстояний до ближайших точек внутри 
выборки X, F-функция определяется для рас-
стояний от точек выборки X до ближайших к 
ним точек выборки Y, отличной от X:

( )
1 1

1 ( )
= =

= ⋅ ≤∑∑
X YN N

ij
X i j

F d I d d
N

,  (7)

где XN , YN  — количество точек в выборках X и Y. 
Пусть определены G-функция (6) для обуча-

ющей выборки SX  и F -функция (7) для сгене-
рированной выборки GX  на множестве D зна-
чений расстояния d , { }1 2, , , = … kD d d d , причем 

17 
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1( )−− = =SX
k k

d
d d

k

max

const , 

где k  — количество интервалов.
Тогда условием однородности выборок SX  и 

GX  является выполнение неравенства:

( ) ( ) ,  ≥ ∀ ∈F d G d d D ,  (8)

т. е. кривая функция распределения расстоя-
ний от точек выборки GX  до ближайших точек 
выборки SX  не должна располагаться ниже 
кривой функции распределения NND рассто-
яния выборки SX .

На рис. 8–10 приведены плоские проек-
ции фрагментов исходной обучающей и сге-
нерированной выборок входных векторов 
эталонной модели ГВТ дизеля, соответствую-
щих одному из классов состояния, на разных 

стадиях обучения сети CWGAN-GP. При расчете 
NND расстояния использовалась Евклидова 
метрика. В общем случае, учитывая возмож-
ную мультиколлинеарность входных призна-
ков в задачах технической диагностики, более 
универсальным решением представляется 
использование метрики Махалонобиса.

Как следует из рисунков, по мере обуче-
ния генератора увеличивается компактность 
«синтетической» выборки и смещение области 
ее расположения в пространстве признаков к 
области расположения исходной обучающей 
выборки, что приводит к повышению уровня 
кривой F-функции.

Через 11 500 эпох обучения практически все 
сгенерированные точки находятся в области 
расположения исходной обучающей выборки,  
вследствие чего уровень F-функции «синтети-
ческой выборки» в области малых расстояний 
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повышается до уровня G-функции исходной 
выборки, свидетельствуя о достижении прием-
лемого качества работы генератора и возмож-
ности завершения процесса обучения сети.

Заключение

Одной из наиболее серьезных проблем, 
ограничивающих возможность применения 
интеллектуальных методов обработки диа-
гностической информации в задачах диагно-
стики сложных технических объектов, явля-
ется сложность формирования обучающей 
выборки по всем классам состояния объекта в 
объеме, достаточном для качественного обуче-
ния эталонных диагностических моделей или 
классификаторов, ввиду высоких абсолютных 
показателей надежности таких объектов.

Эффективным способом решения про-
блемы является аугментация (искусственное 

расширение) обучающих данных. Особенно-
стью обучающих выборок в задачах техниче-
ской диагностики является в общем случае 
неизвестный вид их распределения в простран-
стве признаков, при том что для обеспечения 
качественного обучения диагностической 
модели дополнительные «синтетические» дан-
ные, очевидно, должны быть распределены 
аналогично реальной обучающей выборке.

В результате выполненного анализа суще-
ствующих методов аугментации данных уста-
новлено, что возможность определения пара-
метров распределения данных обучающей 
выборки в процессе обучения с последующим 
воспроизведением этих параметров в сгенери-
рованных выборках может быть реализована в 
генеративных моделях на основе вариацион-
ных автоэнкодеров (VAE) и генеративно-состя-
зательных сетей (GAN). При этом лучшие 
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результаты достигаются при использовании 
GAN.

В задачах интеллектуальной классифика-
ции состояния объекта диагностирования с 
размеченными обучающими выборками для 
генерации дополнительных данных предпо-
чтительным является использование условных 
(conditional) сетей GAN (CGAN). 

Серьезной проблемой, возникающей при 
решении практических задач, связанных с 
генерированием дополнительных данных по 
имеющемуся образцу (обучающей выборке 
небольшого объема), является оценка однород-
ности обучающей и сгенерированной выборок, 
результатами которой определяется длитель-
ность (количество эпох) процесса обучения 
генеративной модели. 

В работе предложен и обоснован ориги-
нальный способ оценки однородности много-
мерных выборок на основе G- и F-функций 
Рипли (Ripley), используемых в задачах про-
странственного кластерного анализа точечных 
процессов. На его основе определен количе-
ственный показатель для контроля качества 
и продолжительности обучения генеративной 
модели.

Эффективность предложенного метода 
подтверждается на примере решения задачи 
аугментации обучающих данных для эталон-
ной диагностической модели газовоздушного 
тракта тепловозного дизеля. 
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Abstract: One of the most serious problems limiting the possibility of using intelligent 
methods of processing diagnostic information in the tasks of diagnosing complex technical 
objects is the difficulty of forming a training sample for all classes of the state of the object 
in an amount sufficient for high-quality training of reference diagnostic models or 
classifiers, due to high absolute reliability indicators of such objects. An effective way to 
solve the problem is to augment (artificially expand) training data. A feature of training 
samples in technical diagnostics tasks is the generally unknown type of their distribution 
in the space of features, while additional “synthetic” data should be distributed similarly 
to the actual training set to ensure high-quality training of the diagnostic model. As a result 
of the analysis of existing data augmentation methods, it was established that the 
possibility of determining data distribution parameters of the training sample in the course 
of training with subsequent reproduction of these parameters in the generated samples 
can be implemented in generative models based on variational autoencoders (VAE) and 
generative-adversarial networks (GAN). At the same time, the best results are achieved 
using GAN. In the tasks of intelligent classification of the state of a diagnostic object with 
marked training samples for generating additional data, it is preferable to use conditional 
GAN (CGAN). A serious problem that arises in solving practical problems related to the 
generation of additional data on the available sample (training sample of a small volume) 
is the assessment of the uniformity of the training and generated samples, the results of 
which determine the duration (number of eras) of the training process of the generative 
model. The paper proposes and substantiates an original method of estimating uniformity 
of multidimensional samples based on  Ripley’s G and F functions used in spatial cluster 
analysis of point processes. Based on it, a quantitative indicator has been determined for 
quality control and training duration of the generative model. The efficiency of the proposed 
method is confirmed by the example of solving the problem of augmentation of training 
data for the reference diagnostic model of the gas-air path of a diesel locomotive.

Keywords: machine learning model; training sample; intelligent classifier; diagnostic 
object; generative adversarial networks; data augmentation; multidimensional samples 
uniformity control; spatial analysis; Ripley’s function.
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